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RESUMO

r

A classificagdo de padrdoes ¢ um ramo da Inteligéncia Artificial que procura classificar
objetos em categorias através de algoritmos inteligentes. Na criagdo de classificadores de
padrdes via treinamento supervisionado, o problema do desbalanceamento de dados se da
por conjuntos de treinamento que contém mais exemplos de uma determinada classe do que
de outra, formando classes majoritirias e minoritarias. Esta situagdo pode levar o
classificador a ignorar estas classes menos representadas, enquanto classifica eficientemente
classes mais representadas. Existem varias técnicas que ajudam a lidar com este problema,
sendo o resampling um tipo delas. Dentro do resampling, as abordagens vao desde a
replicagao de padrdes da classe minoritaria, até a criacdo de padrdes artificiais, sendo
comum a escolha de padroes aleatorios como entrada para tal. Com base nestas
informacdes, este trabalho apresenta uma abordagem para a escolha de padrdes, diferente da
abordagem aleatoria, tendo como base um ambiente desbalanceado. Testes foram realizados
e através dos resultados podemos concluir que o método proposto ¢ uma alternativa e que

pode auxiliar na aplicacdo de técnicas de resampling.

Palavras-Chave: classificagdo, conjuntos desbalanceados, métodos de resampling.






ABSTRACT

The pattern classification is a branch of artificial intelligence that tries to classify objects
into categories through the use of intelligent algorithms. In the pattern classification via
supervised training, the imbalanced dataset problem happens when training sets containing
many more examples of a given class than the other classes, forming majority and minority
classes. This may lead the classifier to ignore these underrepresented classes, insofar
efficiently classifies classes better represented. There are several techniques that help deal
with this problem, and the resampling is a type of them. Within the resampling, approaches
range from the replicate patterns of minority class, to create artificial patterns with the
common choice of random patterns as input to such. Based on this information, this paper
presents an approach for choosing patterns, unlike the random approach, based on an
unbalanced environment. Tests were carried out and through the results we can conclude
that the proposed method is an alternative that can facilitate the application that uses

resampling techniques.

Keywords: classification, imbalanced databases, resampling methods.
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1
Introducao

Este capitulo apresenta a motivagio e os objetivos deste trabalho. Na
Secio 1.1 sequem a justificativa e motivagio. A problematizagio é
apresenta no item 1.2. Os itens 1.3.1 e 1.3.2 apresentam os objetivos
gerais e especificos respectivamente. Finalmente, no item 4, ¢é
apresentada a organizagdo desta monografia.

1.1Justificativa e Motivacao

O avanco tecnologico disponibiliza cada vez maiores quantidades de dados brutos que, se
analisados de uma maneira adequada, podem gerar conhecimento. A existéncia destes dados
cria um ambiente propicio para o desenvolvimento de algoritmos e técnicas de aprendizado
de maquina, uma vez que estes dados s3o a alimentagdo para algoritmos, tais como
algoritmos para classificagdo de padrdes. Entretanto, alguns conjuntos de dados possuem

um problema de distribui¢@o de classes conhecido como dados desbalanceados.

O desbalanceamento acontece quando o conjunto de dados, que sera utilizado para o
treinamento do algoritmo de classificacdo de padrdes, possui mais exemplos de um tipo do
que de outra. Segundo os autores de (He, 2009) “O problema fundamental estd na
capacidade deste conjunto desbalanceado de comprometer o desempenho da maioria dos

algoritmos de aprendizado de maquina”.

Na literatura sdo encontradas técnicas para lidar com este problema que atuam
durante o processo de treinamento e também técnicas de pré-processamento do conjunto,
conhecido como resampling. A abordagem de resampling pode ser subdivida nas
abordagens oversampling e undersampling, atuando para diminuir o desbalanceamento do
conjunto. A abordagem oversampling se da por técnicas que vao desde a réplica de padrdes
existentes até a criagdo de padrdes artificiais da classe minoritaria. J& a abordagem
undersampling descreve técnicas para a remoc¢ao de padrdes da classe majoritaria.
Geralmente a escolha dos padrdes que serdo replicados, alterados e removidos ¢ feita de

maneira aleatoria.
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Nesta conjuntura, este trabalho apresenta uma abordagem para a escolha de padroes
para técnicas de oversampling, diferente da aleatdria, que € utilizada em todos os trabalhos
estudados. A abordagem apresentou resultados melhores do que as técnicas tradicionais nos
testes realizados, sendo uma alternativa para a escolha aleatéoria e se mostrou uma

contribui¢do para lidar com o problema do desbalanceamento de dados.

1.2 Problematizacao

A utilizagdo de técnicas de resampling em conjuntos desbalanceados, geralmente, vem
acompanhada de um acerto prévio de uma série de parametros. Somente aplicar uma técnica
deste tipo em qualquer situacdo ndo garante melhoria no desempenho dos classificadores
que tentam aprender naquele conjunto, pois o mesmo deve ser analisado e a técnica

configurada de maneira adequada para que gere um resultado interessante.

A avaliacio dos resultados deve ser feita de maneira adequada. E preciso escolher
uma medida de desempenho adequada para os classificadores, escolher algoritmos para
classificagdo que possuem aplica¢do real e realizar testes de maneira a evitar resultados
tendenciosos. No caso da abordagem de escolha dos padrdes proposta, é preciso comparar
de maneira adequada o desempenho da abordagem sugerida com a técnica que ¢

normalmente utilizada.

Portanto a questdo principal é: “a escolha de padrdes especificos para aplicacdo de
técnicas de oversampling no conjunto de treinamento pode ser melhor que a escolha

aleatoria?”.

1.3 Objetivos

1.3.1 Gerais

Este trabalho possui como objetivo geral a proposta de uma abordagem para a escolha de
padrdes, que serdo utilizados como entrada para técnicas de oversampling, que apresente

desempenho mais alto do que a escolha aleatoria.
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1.3.2Especificos

Os objetivos especificos deste trabalho sdo:

Encontrar formas eficientes para determinar se um padrdo é ou ndo apto a

ser entrada para a aplicacdo de técnicas de oversampling;

Aplicar técnicas de resampling para aumentar o desempenho de

classificadores em ambientes desbalanceados;

Desenvolver um framework para experimentagdo e testes, que facilite o
desenvolvimento de novos classificadores e técnicas de selecao de padrdes;

Verificar, através de métodos estatisticos, qual a abordagem proposta tem

um resultado melhor do que a abordagem aleatoria;

Testar a proposta para mais de um ambiente desbalanceado com diferentes

graus de desbalanceamento;

Defender este Trabalho de Conclusdo de Curso (TCC), almejando a
conclusao da graduagao.

1.4 Organizacao da Monografia

No capitulo 2, sdo apresentados detalhes sobre a classificacdo de padrdes e sobre o

problema do desbalanceamento de dados. O capitulo contém introdugdes sobre os métodos

utilizados e problemas tratados neste trabalho.

O capitulo 3 contém a revisdo bibliografica deste trabalho, com informagdes a

respeito de métodos utilizados na literatura e formas de validagdo que foram utilizadas neste

trabalho.

O capitulo 4 apresenta algumas definicdes e o método proposto por este trabalho

para contribuir no enfrentamento do problema de desbalanceamento apresentado nas segdes

anteriores.
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O capitulo 5 apresenta a metodologia utilizada para a realizacdo deste trabalho.
Informacgdes sobre a implementacdo do ambiente de experimentagdo, os ciclos de teste

realizados ¢ informagdes sobre o ambiente desbalanceado estudado.

O capitulo 6 apresenta os resultados e testes de hipdtese, para as duas bases

utilizadas neste trabalho.

O capitulo 7 apresenta as conclusdes, os trabalhos futuros que serdo realizados ¢ os

trabalhos futuros sugeridos pelo autor para a continuidade do estudo.
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2 Classificacao de Padroes e

o0 Desbalanceamento de
Dados

Este capitulo tem como objetivo apresentar o ambiente deste trabalho.
Apresenta na Segdo 2.1 uma introdugdo a técnica de classificagio de
padroes e as técnicas e algoritmos utilizados neste trabalho, (Multilayer
Perceptron e C4.5). Uma introdugdo ao problema de desbalanceamento
de dados é apresentada na secio 2.2. A segio 2.3 contém uma breve
introdugao sobre validagdo de classificadores de padroes.

2.1 Classificacao de padroes

A classificagdo de padrdes € uma caracteristica importante ¢ esta presente em toda a
trajetoria de evolugdo. Os seres que foram capazes de classificar um alimento como

comestivel sobreviveram, e hoje seus descendentes povoam nosso planeta.

Capacitar uma maquina para classificar padrdes, ou seja, classificar objetos de
interesse em uma categoria ou classe dentro de um numero finito de categorias ou classes
gerou uma série de aplicacdes, tais como reconhecimento de fala, andlise de imagens,
diagndsticos automatizados, entre outras. (Lippmann, 1989) cita diversas aplicacdes deste
tipo de técnica. Para que a classificagdo aconteca, ¢ necessario que existam medidas e
caracteristicas inerentes a cada classe que possibilite diferenciar os padrdes. Tais

caracteristicas sdo chamadas de atributos.

Existem dois tipos de modelos para classificagdo, o supervisionado € o nao
supervisionado. No tipo supervisionado, que ¢ o tipo estudado neste trabalho, se usa
padrdes ja rotulados, ou seja, que ja estdo classificados, para criar um classificador
(processo conhecido como treinamento) que seja capaz de classificar posteriormente objetos

desconhecidos.

O processo de treinamento consiste em apresentar para o modelo um conjunto ja
rotulado de padrées. O modelo ird aprender sobre aquele conjunto e o tempo de

aprendizagem varia de acordo com o método adotado. Quando o processo de treinamento
29
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termina, o modelo € testado com um novo conjunto, denominado conjunto de teste. Caso o
modelo ndo apresente um desempenho satisfatorio em classificar os padrdes do conjunto de
teste, o treinamento deve ser refeito. A seguir sdo apresentados dois tipos de algoritmos que

podem ser usados para classificagdo de padroes, e foram adotados neste trabalho.

2.1.1 Redes Neurais Artificiais

Através da unido de estudos neurobioldgicos com logica matematica, (McCulloch & Pitts,
1943) propuseram a criacdo de neurdnios formais. Neste estudo, os autores interpretaram o
funcionamento de um neurénio bioldégico como sendo um circuito binario que combina
entradas e gera uma saida, através da soma ponderada dos valores de entrada. Baseando-se
neste trabalho, (Rosenblatt, 1957) propos o modelo Perceptron, que se dividia em trés

camadas que recebiam, processavam os estimulos e apresentavam a resposta.

As Redes Neurais Artificiais (RNAs) fazem parte do ramo da Inteligéncia Artificial,
mais especificamente da parte da Inteligéncia Artificial Conexionista. “O interesse nas
redes neurais artificiais esta nas propriedades mais abstratas, como sua habilidade para

executar computagado distribuida, tolerar entradas ruidosas e aprender” (Norvig, 2004).

As RNAs sdo compostas de unidades, denominadas neurdnios, conectadas por
vinculos, que propagam a ativagdo. Cada vinculo possui um valor numérico denominado
peso, que ¢ ajustado durante o processo de treinamento. Portanto, cada vez que o conjunto
de treinamento ¢ apresentado para uma RNA, esta usa os padrdes pertencentes ao conjunto

para ajustar os pesos dos vinculos entre os neurdnios.

X1
W1
y = f(S)
X2 Wz S £(S)
W3
X3

Figura 1 - Visdo esquematica de um neurdnio artificial.

Para o modelo simples de neuronio apresentado na Figura 1, considere o vetor de

entradas X = [X;,X,, ..., X,,] com n dimensdes, sendo que para cada X corresponde um peso
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W;. O valor S corresponde a soma ponderada das entradas X; com os pesos correspondentes
W, S = Y,;W,X;. Entdo, ¢ aplicada uma fungdo de ativa¢do f na soma S para obter a saida
y. Uma configuracdo de pesos bem ajustada, permite a generalizacdo eficiente para padroes
desconhecidos. As redes neurais artificiais utilizadas neste trabalho sdo do tipo Multilayer

Perceptron (MLP). A seguir ¢ apresentado o outro tipo de algoritmo usado neste trabalho.

2.1.2 Arvores de decisio

Uma arvore de decisdo toma como entrada um padrdo e retorna uma decisdo sobre aquele
padrdo, com base nos atributos do mesmo, sendo que esses atributos podem ser dados
discretos ou dados continuos. “Uma arvore desse tipo alcanca sua decisdo executando uma

sequéncia de testes.” (Norvig & Russell, 2004).

Cada n¢ interno na arvore corresponde a um teste realizado em um dos atributos do
padrdo sendo classificado, e as ramifica¢des a partir do nd sdo os valores possiveis para o
teste. As folhas da arvore de decisdo correspondem as possiveis classes que o padrao pode

pertencer.

E possivel criar um caminho na arvore de decisdes para cada padrio, sendo que da
proxima vez que aquele padrao for apresentado, basta percorrer o caminho construido que a
solugdo sera encontrada, porém, a arvore nao extraird qualquer aprendizado e sé serd capaz
de classificar padrdes que ja foram apresentados outrora, ndo sendo capaz de generalizar.
Os algoritmos mais utilizados para construcdo de arvores de decisdo para classificacao
escolhem os atributos que fazem mais diferenca na classificagdo, tentando diminuir o
numero de testes necessarios para se chegar a folha. Para este trabalho, o algoritmo de
arvore de decisdo utilizado foi o C4.5, proposto em (Quinlan, 1993), que constroi a arvore
de decisdo selecionando os atributos mais significativos através da entropia dos dados. A
Figura 2 apresenta um exemplo de representacdo de uma arvore C4.5, construida para

classificar dias em aptos ou nao para a ocorréncia de jogos de ténis.
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(rerspoctva )

erspectiva

Ensolarado Coberto Chuvoso
Jogar
<75 >75 Sim N3o
Jogar N3o Jogar N3o Jogar Jogar

Figura 2 - Exemplo de uma arvore de decisdo C4.5.

Neste exemplo, ao receber os atributos de um dia (perspectiva, umidade, vento), ¢
possivel classifica-lo como apto ou ndo para ocorrer o jogo de ténis, percorrendo o caminho
na arvore. Seja um dia com as seguintes caracteristicas: Ensolarado, com umidade menor do
que 50 e com vento. Percorrendo o caminho na arvore para este exemplo, classificamos o
mesmo como apto para jogo.

2.2 Desbalanceamento de dados

Qualquer conjunto de dados que apresente uma distribui¢do desigual de dados entre as
classes pode ser considerado como desbalanceado. Entretanto, segundo os autores de (He,
2009) “O entendimento comum de desbalanceamento de dados na comunidade cientifica
corresponde aos conjuntos que demonstram desequilibrios significantes e em alguns casos

extremos”.

O desbalanceamento pode ser intrinseco ou extrinseco. O desbalanceamento
intrinseco esta relacionado a natureza dos dados, como no ambiente de fraudes de cartdo de
crédito, por exemplo, na qual existem muito mais clientes veridicos do que falsarios. O
desbalanceamento extrinseco ndo esta relacionado a fatores naturais, e sim fatores variaveis,
tais como tempo e armazenamento. Além disso, o desbalanceamento pode ser relativo ou
consequente de instdncias raras. E relativo quando a quantidade de padrdes da classe

minoritaria ¢ baixa em comparagdo ao numero de padrdoes da classe majoritaria. E

consequente de instancias raras quando existem poucos padrdes.
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Para lidar com o problema de desbalanceamento de dados, duas categorias de
métodos sao utilizados, os métodos de resampling e os métodos cost-sensitive. Os métodos
de resampling consistem em mecanismos para prover balanceamento ao conjunto, seja
retirando padrdes da classe majoritaria ou inserindo padroes da classe minoritaria. De
acordo com os resultados de (Provost & Weiss, 2001), (Laurikkala, 2001) e (Japkowicz,
Estabrooks, & Jo, 2004), para diversos classificadores, um conjunto de treinamento
balanceado prové um desempenho na classificacdo superior em relacdo a conjuntos
desbalanceados. Estes resultados justificam o uso de métodos de resampling em conjuntos
desbalanceados.

Os métodos cost-sensitive, por sua vez, consideram os custos associados as
classificagdes incorretas, ou seja, ao invés de criar distribuigdes balanceadas de dados, estes
métodos criam matrizes que descrevem custos para classificacdes erradas de cada padrao.

Os métodos de resampling sao o objetivo de estudo deste trabalho e podem ser

divididos em undersampling e oversampling.

2.2.1 Oversampling

As técnicas da categoria oversampling proveem balanceamento ao conjunto de dados
através da inser¢do de padrdes da classe minoritaria. Os padrdes que serdo inseridos podem
vir de réplica de padrdes existentes ou da criacdo de novos padrdes artificiais, como ¢
apresentado em (He, 2009).

De acordo com (Chawla, Bowyer, Hall, & Kegelmeyer, 2002) “O método SMOTE
(Synthetic Minority Oversampling Technique) para geracdo de padrdes sintéticos € um
método poderoso que tem mostrado um grande sucesso em varias aplicagcdes”. Este € o

método de oversampling estudado neste trabalho.

As desvantagens dos métodos de oversampling sdao basicamente duas: a
possibilidade de overfitting no treinamento e a presenca de dados sintéticos no conjunto. O
overfitting ocorre quando o modelo atinge um bom desempenho para classificar os padroes
de treinamento, mas tem um desempenho ruim para classificar padrdes inéditos. Quando
um padrdo ¢ replicado por uma técnica de oversampling, ele pode ser apresentado para o

modelo mais vezes do que os outros padroes, fazendo com o que o modelo se especialize.
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2.2.2 Undersampling

As técnicas da categoria undersampling também proveem balanceamento ao conjunto de
dados, porém através da remocdo de padroes da classe majoritaria. Os métodos variam na

escolha de quais padroes serdo removidos.

A desvantagem dos métodos de undersampling esta na possibilidade de remover
padrdes fundamentais, o que pode levar o classificador a perder importantes conceitos
pertencentes a classe majoritaria. Isso ocorre principalmente em métodos como o RUM

(Random Undersampling Method), cujo critério de remogao ¢ a escolha aleatoria.

2.3 Validacao

Um ponto importante do processo de constru¢do de um classificador de padrdes ¢ a
valida¢do do mesmo. E preciso, através de uma métrica, saber se o classificador estd tendo
um bom desempenho em aprender do conjunto de treinamento e classificar o conjunto de
teste. Supondo um ambiente de classificagdo binaria, ou seja, onde existam apenas duas
classes possiveis as quais os padroes podem pertencer e sendo as classes possiveis 1 e 0,

temos a matriz situagdo demonstrada pela Figura 3:

Classe Predita
1 (0]

1 VP FN

Classe Real

0 FP VN

Figura 3 - Matriz de confusio genérica.

A Figura 3 apresenta a matriz de confusdo, para um ambiente de classificagdo binaria, e €
interessante para o entendimento de processos de validacdo. Essa matriz mostra o niimero
de classificagdes reais em oposicao as classificagdes preditas, pelo classificador, para cada

classe.
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Quando possuimos um classificador binario ja treinado e recebemos um padrao
desconhecido para classificagdo, existem quatro possibilidades. VP (Verdadeiro Positivo),
quando o modelo classifica como 1 e o padrio ¢ de fato um 1. VN (Verdadeiro Negativo),
quando o modelo classifica como um 0 e o padrao ¢ de fato um 0. FP (Falso Positivo),
quando o modelo classifica como 1, mas na verdade o padrao ¢ um 0. FN (Falso Negativo),
quando o modelo classifica como um 0, mas na verdade ¢ um 1. Duas possibilidades de
acerto, representadas na diagonal principal, e duas possibilidades de erro, representadas na

diagonal secundaria da matriz.

Se um conjunto de teste ¢ apresentado ao modelo treinado, este classificara os
padroes e as saidas obtidas estardo representadas na matriz de confusdo. A acuracia

preditiva ¢ maneira simples para avaliar o desempenho de classificadores, e ¢ dada por:

VP +VN
VP +VN+FP +FN

Acuracia =

Entretanto, a acuracia preditiva pode provocar certas ilusdes em algumas situagoes,
além de ser extremamente sensivel a mudancas no conjunto de dados. Em ambientes
desbalanceados, um classificador que apresenta um desempenho ruim para classe
minoritaria, pode apresentar um bom desempenho para classe majoritaria, tera um valor de
acuracia preditiva alto, devido a distribuicao desigual dos dados. De acordo com (He, 2009)
“A métrica de acuracia preditiva ndo proporciona informagdes adequadas para avaliar a
funcionalidade dos classificadores no que diz respeito ao tipo de classificagdo requerida”.

Para validacdo dos experimentos neste trabalho, uma métrica adequada ao ambiente
foi adotada. Para exemplificar o motivo de ndo se usar acurécia preditiva neste trabalho,
considere a seguinte matriz de confusdo de exemplo (a matriz foi construida através da base

de dados que sera apresentada na Segdo 5.4.1):

Classe Predita
1 0

1 7 76

Classe Real

0 20 415

Figura 4 - Matriz de confusio de exemplo.
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No caso acima temos um exemplo de medida iluséria. Temos um ambiente com o
total de 518 classificagdes, sendo que o classificador tem uma taxa alta de FN e FP,
falhando em classificar exemplos da classe 1. Entretanto, o classificador apresentou uma
acuracia de 0,815 (acertou 81,5% das classificagdes). Esta base de dados apresenta um alto
grau de desbalanceamento e para medir o desempenho de classificadores treinados nela, ¢
necessario utilizar outras métricas.

Portanto, no capitulo seguinte sera apresentada a alternativa que foi utilizada neste
trabalho para a validacdo dos classificadores.
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3 Revisao Bibliografica

Este capitulo apresenta algumas técnicas conhecidas na literatura para o
problema do desbalanceamento de dados. A Segio 3.1 apresenta a técnica
de SMOTE e algumas variagoes da mesma. A Secio 3.2 apresenta
abordagens para validar classificadores em ambientes desbalanceados.

Este trabalho propde uma técnica para selecdo de padrdes para resampling. A revisao
bibliografica apresenta os principais trabalhos que serviram de base para a pesquisa, € a
base para a maneira como a experimentagdo foi feita. A revisdo bibliografica pode ser
dividida em duas partes.

A primeira parte da revisdo apresenta alguns trabalhos que discutem os efeitos do
desbalanceamento no conjunto de dados, além de trabalhos que utilizaram a técnica
SMOTE e outros que propuseram variagdes na maneira que ela ¢ aplicada em ambientes
desbalanceados.

A segunda parte da revisdo apresenta trabalhos que abordaram a validagdao de
classificadores em ambientes desbalanceados, através do método ROC (Receiver Operating
Characteristic), tanto no grafico quanto na curva ROC. A revisdo termina com a métrica
utilizada para a experimentacao deste trabalho, a AUC (Area Under Curve).

3.1 SMOTE e a remocao de outliers extremos

(Japcowicz, 2000) discutiu o efeito do desbalanceamento de dados em conjuntos de
treinamento para classificadores de padrdes, utilizando técnicas de oversampling e
undersampling. Para o estudo, um conjunto unidimensional de dados artificiais foi utilizado.
As técnicas utilizadas consistiam em igualar a distribui¢do dos conjuntos, primeiramente
retirando padrdes aleatorios da classe majoritaria (método conhecido como Random
Undersampling Method) e depois replicando padrdes da classe minoritdria (Random
Oversampling Method). O estudo mostrou que as duas abordagens foram efetivas, e que a
utilizagdo de técnicas sofisticadas ndo apresentavam vantagens claras no ambiente testado.

(Chawla, Bowyer, Hall, & Kegelmeyer, 2002) propuseram a técnica conhecida
como SMOTE para melhorar o desempenho de classificadores em classes minoritérias,
criando padrdes sintéticos. Os padrdes sintéticos sdo criados separando (aleatoriamente)
algumas amostras da classe minoritaria e utilizando os vizinhos mais proximos de cada
padrao da amostra, calculados a partir do algoritmo kNN (k-Nearest Neighbors). Os
atributos dos novos padroes sao calculados a partir da subtracdo de um padrao da amostra
com um de seus vizinhos proximos, calculado com o kNN. A diferenga ¢ multiplicada por
um numero aleatorio gap {gap € R|1 = gap = 0} e somada ao atributo do padrdo da
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amostra. Fazendo isso para todos os atributos, tem-se um padrdo sintético. O SMOTE
funciona ainda melhor quando ¢ combinado com uma técnica de undersampling.

Existem dois parametros de configuragdo para o algoritmo SMOTE, o primeiro ¢ a
propor¢ao de oversampling, que indica quantos padroes artificiais serdo gerados (25%, por
exemplo, aumentaria os padrdes da classe minoritaria em 25%) e o segundo ¢ o niimero de
vizinhos préximos que o algoritmo considera na geracao dos padrdes artificiais.

(Padmaja, Dhulipalla, Bapi, & Krishna, 2007) realizaram um estudo para o
problema de detec¢do de fraudes em seguro. Uma fraude deste tipo ¢ caracterizada por
qualquer ato enganoso deliberado perpetrado contra ou pela companhia seguradora,
corretor, prestador de servigo ou segurado com o proposito de obter ganho financeiro nao
garantido, podendo ocorrer durante o processo de contratagdo e utilizagdo do seguro. Em
seu estudo, utilizaram uma combinacdo de SMOTE e RUM para prover balanceamento ao
conjunto. Além disso, utilizaram o algoritmo kRNN (k-Reverse Nearest Neighbors) para
detectar e remover outliers extremos, pertencentes a classe minoritaria, do conjunto de
treinamento. Definindo outliers extremos como os pontos mais distantes em relacdo aos
vizinhos, eles notaram um aumento no desempenho do classificador C4.5. Os autores
sugeriram o uso da técnica em outros ambientes de desbalanceados, como em fraudes de
cartdo de crédito, entre outras.

Com base nos trabalhos citados, o intuito deste trabalho foi analisar a escolha dos
padroes que sdo aplicados na técnica SMOTE para oversampling, através de uma
abordagem alternativa.

3.2 Validacao em ambientes desbalanceados

Como citado na Sec¢do 2.3, a validagdo comum pode gerar analises ilusorias a respeito do
desempenho do classificador que € treinado em um ambiente desbalanceado. Portanto, uma

analise alternativa foi utilizada e sera descrita nesta secao.

3.2.1 Analise ROC

Em (Fawcett, 2005) ¢ apresentado o argumento de que o aumento na utilizacdo da anélise
ROC se deve a pobreza de informagao das métricas de acuracia padrdao. Além disso, a
analise ROC permite a visualizacdo grafica e também possui propriedades que a fazem
especialmente util em dominios desbalanceados ou com dados escassos. A analise ROC
pode ser dividida em basicamente duas categorias, o grafico ROC e a curva ROC. O grafico
ROC ¢ um gréfico bidimensional em que a taxa de VP (Verdadeiros Positivos) ¢ mostrada
no eixo y e a taxa de FP (Falsos Positivos) ¢ mostrada no eixo x. Cada classificador produz

um ponto no grafico ROC, o que permite dispor a relagdo de varios entre beneficios (Taxa
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de VP) e os custos (Taxa de FP). A Figura 4 mostra dois pontos, A ¢ B, que representam
dois classificadores.

Grafico ROC
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Figura 5 - Exemplo de grafico ROC para dois classificadores..

O ponto B representa um classificador de desempenho abaixo do que o representado
pelo ponto A. E interessante notar que o eixo x =y representa classificadores
aleatérios, uma vez que a taxa de VP ¢ igual a taxa de FP. Temos o ponto 6timo,
denominado ponto de classificagdo perfeita, em (0,1).

3.2.2 Curva ROC e AUC

A curva ROC ¢ uma variagdo do grafico ROC. Alguns classificadores, como RNAs,
produzem scores ou probabilidades que representam o grau de pertinéncia de um padrao
para determinada classe. Através do uso de um limiar, ¢ possivel produzir uma saida
discreta, sendo que cada valor de limiar produz um ponto na curva ROC, logo cada
classificador gera uma curva. Portanto, toda curva ROC ¢ na verdade uma funcdo de etapa,
que se aproxima de uma curva a medida que o numero de padrdes se aproxima do infinito.
Esta curva tem a caracteristica de ndo ser sensivel a distribuicao das classes do conjunto do
treinamento do classificador.

De acordo com (Bradley, 1996), “analise ROC ¢ uma boa maneira de visualizar o
desempenho de classificadores, porém as vezes ¢ necessario reduzir a analise a uma tnica
métrica". No trabalho citado, o autor discute a utilizacdo da medida AUC (Area Under
Curve) como medida de desempenho para classificadores. A medida de AUC de um
classificador corresponde a area da curva ROC que o mesmo construiu. Através de
experimentos com diversos classificadores, o autor demonstrou que a medida de AUC
demonstra boas propriedades para avaliar o desempenho de um classificador. Algumas
propriedades sdo:

e Nao ¢ dependente da escolha de limiares (como a curva ROC);
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E invariante a distribui¢io das classes (fator importante para ambientes
desbalanceados);

Da indicativas do desempenho do classificador em separar classes positivas e
negativas.

Reduz a andlise toda a um unico valor.

Para avaliar todos os classificadores neste trabalho, a métrica de AUC foi adotada.
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4
Meétodo Proposto

Este capitulo apresenta o método proposto neste trabalho. Na Segio 4.1 é
apresentada a proposta para selecdo de padroes utilizada neste trabalho.
As hipoteses formuladas neste trabalho sio apresentadas na Segio 4.2.

4.1 Selecao de Padroes

A proposta deste trabalho ¢ uma abordagem diferente para escolher os padrdes que serdo
replicados, ou que serdo base para a criagdo de novos padrdes artificiais. A abordagem

proposta ¢ a selegdo através de um fator, definido neste trabalho como tipicidade.

O ambiente escolhido para este trabalho ¢ um ambiente multidimensional, portanto
cada padrdao é composto por diversos atributos. A abordagem de selecdo por tipicidade foi

dividida em duas frentes, a selecdo de padrdes tipicos e a selecao de padrdes atipicos.

Mediante a passagem de um pardmetro que representa o numero de atributos
minimos, o algoritmo seleciona os padrdes considerados tipicos e atipicos. Este pardmetro
se trata de um ntimero de atributos especificos que o padrdo precisa ter para ser selecionado.
Se for uma selecdo de padrdes tipicos, este nimero de atributos representa o numero
minimo de atributos tipicos que o padrao deve ter. Para selecdo de padrdes atipicos, este

nimero representa o nimero minimo de atributos atipicos.

4.1.1 Tipicidade de atributos

Seja Ip 4 uma matriz de padrdes de entrada, onde P € o nimero de padrdes € A o conjunto

de atributos em cada padrdo e o atributo ¢ um valor real, podemos calcular o VM (Vetor
Médio) e o VDP (Vetor de Desvio Padrdo) dos atributos através de:

P
Zi=alp

VM = Taj],Vj eEA

Y- 1Uppga; — VM)
P—1

VDP = Vj EA
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Nessas condi¢des, um atributo at é considerado normal se o seu valor satisfaz a

seguinte condigao:
VM —DP <at <DP+VM

Caso ndo satisfaca a condi¢do acima, o atributo é considerado anormal. E
importante frisar que dois algoritmos foram implementados, um que seleciona apenas

padroes tipicos do conjunto e outro que seleciona apenas padrdes atipicos.

Se, por exemplo, o padrao contém 19 atributos no total, o pardmetro de atributos
tipicos minimos for 10, e se trata da selecdo de padrdes tipicos, a condi¢do acima precisa ser
satisfeita para pelo menos 10 atributos, caso contrario o padrao nao ¢ selecionado para o
resampling. Usando o mesmo exemplo, porém com uma selecdo de padrdes atipicos, a

condicdo acima ndo pode ser satisfeita para pelo menos dez atributos, caso contrario o

padrdo nao ¢ selecionado para resampling.

Conforme o numero de atributos minimos aumenta, menos padrdes sao selecionados
para ambos os algoritmos. As tabelas abaixo exemplificam esta ocorréncia em uma das
bases de dados utilizada, que sera descrita na Se¢do 5.4.2, através da passagem de diferentes
valores para os atributos minimos, sendo a primeira tabela para selecao de padrdes atipicos

e a segunda para selegdo de padrdes tipicos:

Tabela 1 — Exemplos de proporcdes da selecio de padrdes atipicos.

Atributos Atipicos Minimos Passados Propor¢do de Padrdes Atipicos Selecionados
5 15,90%
7 6,28%
9 0,62%

Tabela 2 - Exemplos de proporcdes da selecio de padroes tipicos.

Atributos Tipicos Minimos Passados Proporgédo de Padrdes Tipicos Selecionados
5 21,75%
7 10,66%
9 1,88%
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4.2 Padroes escolhidos em métodos de
resampling

Uma vez que os padroes foram escolhidos, a proposta foi utiliza-los como entrada para o
método SMOTE e comparar os resultados com a abordagem cléssica, aleatoria. Tanto a
selecdo de padroes tipicos quanto a de padrdes atipicos foram comparados a abordagem

classica. Uma vez que os testes foram definidos, as seguintes hipdteses se formaram:

H1: A selecdo de padrdes normais tem melhores resultados do que a selegdo

{HO: A selecao de padrdes tipicos ndo apresenta diferencas para a sele¢ao aleatoria.
aleatéria.

H1: A selecdo de padrdes anormais tem melhores resultados do que a selegdo

{HO: A selecdo de padroes atipicos ndo apresenta diferencas para a selecdo aleatoria.
aleatoria.

Caso alguma das hipoteses nulas seja rejeitada para os casos acima, a utilizagdo de

selecao de padroes por tipicidade pode ser uma alternativa a abordagem aleatoéria.
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5 Metodologia Utilizada

5.1

Este capitulo apresenta a metodologia utilizada neste trabalho. Na Segio
5.1 é apresentado o framework que foi desenvolvido para auxiliar nos
testes. A explicagido sobre a utilizacdo dos padroes escolhidos como
entrada para métodos de resampling e a base de dados é feita na Segio
5.2. Uma biblioteca que foi utilizada é apresentada na Segio 5.3. A se¢io
5.4 apresenta as bases de dados utilizadas no estudo.

Framework

Neste trabalho, um framework foi desenvolvido para facilitar a implementa¢do de um

ambiente que permitisse fazer experimentos de maneira metodologica e eficiente. Segundo
os autores de (FAYAD & SCHMIDT, 1997), “framework ¢ um conjunto de classes que

colaboram para realizar uma responsabilidade para um dominio de um subsistema da

aplicacdo”. Portanto, através de um conjunto de classes e interfaces, foi possivel decompor

os processos de aprendizado e teste, e criar um conjunto flexivel e extensivel de objetos

para resolver os problemas especificando apenas as particularidades de cada aplicacdo

futura. Abaixo estdo listadas algumas caracteristicas do framework:

Implementacdo de tipos variados de classificadores;
Implementacao de tipos variados de resampling;
Implementacao de tipos variados de técnicas para selecao de padroes;

Combinacdo de variados tipos de resampling para um mesmo teste e testes

diferentes;

Combinac¢ado de variados tipos de seletores de padrdes para um mesmo teste e testes

diferentes;
Implementacao de modelos de validagdo com métricas.

Com o uso do framework foi possivel criar um ambiente de experimentagdo que

fosse distribuido e que viabilizasse o teste com classificadores diferentes configurados com

parametros diferentes.
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5.2 Experimentacao

Para avaliar a abordagem da selecdo em relagdo a abordagem aleatoria, dois conjuntos de

experimento foram feitos;
e Experimento com SMOTE;
e Experimento com SMOTE e RUM.

Para cada teste, os classificadores foram treinados com trés tipos diferentes de

conjuntos:
e Conjunto com SMOTE usando abordagem aleatoria;
e Conjunto com SMOTE usando a selegdo de padrdes tipicos;
e Conjunto com SMOTE usando a selecao de padrdes atipicos.

Apoés a fase de treinamento, os classificadores foram usados para classificar um

mesmo conjunto de teste.

5.2.1 Ciclos de testes

Para cada conjunto citado, vinte classificadores, sendo dezenove RNAs ¢ um C4.5,
eram treinados. Sendo que a semente geradora que atribuia os pesos iniciais para as RNAs
variava para cada uma, o classificador gera resultados diferentes apds cada treinamento.
Assim que cada conjunto era treinado e testado, a sua medida de AUC era calculada. Ao
final da execucdo. As sementes usadas para iniciar a matriz de pesos da RNA também
foram geradas aleatoriamente. Existe apenas um C4.5 pois apresentava o mesmo resultado

para todos os treinamentos, uma vez que ndo necessita de parametros para ser construido.

E interessante observar que cada teste ¢ montado a partir dos parAmetros para o
SMOTE, para a selecdo de padrdes e para o RUM, gerando assim trés conjuntos. Sendo
assim, € preciso variar esses parametros de configuragdo para obter um nimero maior de
resultados e aumentar a confiabilidade do experimento. Para este trabalho, cem conjuntos
diferentes de pardmetros foram usados para configurar os algoritmos de pré-processamento.

Cada conjunto de parametros de configuragao contém os seguintes parametros:
e Proporc¢do de oversampling do SMOTE;

e Numero de vizinhos proximos utilizados pelo SMOTE;
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e Proporc¢ao de oversampling do SMOTE seletivo;
e Numero de atributos tipicos minimos (Parametro para a sele¢cdo de padroes);
e Propor¢ao de undersampling (Parametro para o RUM).

A parametrizacdo ¢ um ponto negativo neste experimento, pois os resultados sdo
dependentes dela. E possivel gerar combinagdes de padrdes a fim de aperfeicoar o processo
de treinamento e obter um melhor resultado no teste. Como o objetivo deste trabalho ¢
analisar a selecdo de padroes através da tipicidade para algoritmos de oversampling, esta
opcao foi descartada. Portanto, um numero grande de conjuntos de padrdes foi gerado para

analisar a média de desempenho dos classificadores.

Embora este trabalho analise apenas o comportamento de algoritmos de
oversampling, o teste combinando a técnica SMOTE (de oversampling) com a técnica RUM
(de undersampling) foi também realizado. O intuito era analisar as diferengas de

desempenho do SMOTE aplicado unicamente e aplicado em conjunto com outras técnicas.

5.3 Biblioteca Weka

Para implementar os classificadores, o software (Hall, Frank, Holmes, Pfahringer,
Reutemann, & Witten, 2009) foi utilizado como base. O software possui varias aplicagdes
em trabalhos cientificos e sua utilizagdo ¢ muito recomendada. O Weka possui uma cole¢ao
estavel de algoritmos de aprendizado de maquina, além de ferramentas para processamento

de dados de entrada, como filtros, operadores de normalizagdo, entre outras.

Neste trabalho, a API do Weka para linguagem Java foi utilizada para implementar
os classificadores, a leitura dos conjuntos de treinamento e teste, os métodos de selecdo de

padrdes, os métodos de resampling e os validadores de desempenho.

5.4 Bases de dados

Duas bases de dados foram escolhidas para a realizagdo deste estudo. A primeira base ¢
uma base de solavancos sismicos e apresenta um alto grau de desbalanceamento e uma
grande dificuldade para classificagdo. A segunda base ¢ uma base de cdncer de mama, que

apesar de apresentar um grau de desbalanceamento, nao ¢ tao dificil de classificar.
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5.4.1 Base de Solavancos Sismicos

A primeira base de dados ¢ uma base de solavancos sismicos e de medi¢des em minas de
carvao. Um solavanco ¢ definido como uma liberagao de energia de deformagao biologica,
resultando na expulsdo de carvdo a partir de um pilar ou costela da mina. Segundo os
autores de (Ellenberger & Heasley), “mineiros que trabalham em condigdes como estas,

devem ser evacuados caso o solavanco gere abalos sismicos”.

Na base temos duas classes possiveis para os padrdes: caso de evacuagdo e caso de
nao evacuacao dos operarios. Considere a classe 0 como solavancos ndo tao perigosos ¢ a
classes 1 como solavancos em que € preciso evacuar a mina. Caso seja notado que o
solavanco pode gerar um abalo sismico de fato, a mina deve ser evacuada imediatamente
para evitar catastrofes. Se nos basearmos em uma matriz de confusdo, introduzida na se¢ao
4.3, os casos de FN podem gerar uma catastrofe, pois o classificador ndo classificou
corretamente um momento de perigo. Os casos de FP causam prejuizos, pelo atraso

ocasionado pela evacuagao.

Tendo o conjunto total de abalos, ¢ preciso dividi-lo em conjuntos de treinamento e

teste do modelo. A tabela a seguir mostra a divisdo que foi feita.

Tabela 3 - Divisao dos conjuntos da base de solavancos sismicos.

Conjuntos Propor¢ao Numero de Padrdes Numero de Atributos
Inicial 100% 2584 19
Treinamento 79,95% 2066 19
Teste 20,05% 518 19

Esta base de dados foi escolhida para o estudo devido ao alto grau de
desbalanceamento dos dados. A tabela a seguir mostra as propor¢des entre as classes para o

conjunto de treinamento:

Tabela 4 - Distribuicio de classes no conjunto de treinamento da base de solavancos sismicos.

Classes Proporgao Numero de Padrées  Numero de Atributos
Classe 0 95,78% 1979 19
Classe 1 4,22% 87 19

Portanto, o conjunto de treinamento tem um alto nivel desbalanceamento relativo,
sendo assim escolhido para os experimentos deste trabalho. A primeira base utilizada pode

ser encontrada no seguinte endereco eletronico:

https://archive.ics.uci.edu/ml/datasets/seismic-bumps
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5.4.2 Base de Cancer de Mama

A segunda base de dados ¢ uma base de caracteristicas de biopsias feitas em massas
mamarias. A base de dados ¢é bastante conhecida e utilizada em trabalhos cientificos, vide
(Wolberg, Street, & Mangasarian, 1999), e foi disponibilizada gratuitamente para estudos
de aprendizado de maquina. Os autores identificaram visualmente algumas caracteristicas
de biopsias consideradas relevantes para o diagnostico. Através da utilizagdo de um
algoritmo classificador, os padroes foram separados e a base de dados, conhecida como

Winsconsin Breast Cancer Data, foi criada.

Na base temos duas classes possiveis para os padrdes: caso de tumor maligno e caso
de tumor benigno. Considere a classe 0 como tumores benignos e a classe 1 como tumores
malignos. Caso seja notado que o tumor é de fato maligno, o paciente deve receber
tratamento. Se nos basearmos em uma matriz de confusdo, introduzida na se¢do 4.3, os
casos de FN podem gerar um problema grave ao paciente, pois o classificador nao

classificou corretamente um tumor maligno. Os casos de FP causam problemas menores.

Tendo o conjunto total de abalos, ¢ preciso dividi-lo em conjuntos de treinamento e

teste do modelo. A tabela a seguir mostra a divisdo que foi feita.

Tabela 5 - Divisido dos conjuntos da base de cincer de mama.

Conjuntos Proporgdo Numero de Padrdes Numero de Atributos
Inicial 100% 683 11
Treinamento 69,98% 478 11
Teste 30,01% 205 11

Esta base possui um desbalanceamento de dados, porém o grau ¢ menor do que a
base de solavancos. A tabela a seguir mostra as proporgdes entre as classes para o conjunto

de treinamento:

Tabela 6 - Distribuicéio de classes no conjunto de treinamento da base de cincer de mama.

Classes Proporgdo Numero de Padrées  Numero de Atributos
Classe 0 68,41% 327 11
Classe 1 31,59% 151 11

Portanto, o conjunto de treinamento apresenta um nivel desbalanceamento relativo.

A segunda base utilizada pode ser encontrada no seguinte endereco eletronico:

https://archive.ics.uci.edu/ml/datasets/Breast+Cancer+Wisconsin+%28Diagnostic%

29
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6 Resultados

Este capitulo apresenta os resultados deste trabalho. Na Segdo 6.1 é feita
a apresentacdo dos resultados para a base de solavancos sismicos. A
validagao da base de solavancos sismicos é apresentada na Segio 6.2. Os
resultados para a base de cancer de mama sdo apresentados na Segio 6.3.
E finalmente, a validagdo para a base de cincer de mama é apresentada
na Secio 6.4.

Para testar as hipoteses formuladas na Secdo 4.2, ¢ necessario um teste de comparagdo de
medianas. Inicialmente, verifica-se se a distribuicdo dos dados é uma distribui¢cdo normal,
através do teste de Shapiro-Wilk (Shapiro & Wilk, 1965). Caso ndo seja, ¢ preciso utilizar
um teste ndo paramétrico para amostras nao pareadas, o teste de Wilcoxon (Wilcoxon,
1945).

A comparagdo entre as medianas tem por objetivo escolher o método com melhor
desempenho. Caso o método proposto neste trabalho seja o escolhido, ha indicios que
apontam que ele ¢ melhor do que a abordagem de escolha aleatoria, abordagem mais

utilizada atualmente.

6.1 Apresentacao dos Resultados para a Base de
Solavancos Sismicos

A seguir os resultados dos testes de SMOTE e SMOTE combinado com RUM para a base
de solavancos sismicos sdo apresentados. Para cada teste temos uma tabela que apresenta os

indices de média de todos os classificadores, desvio padrdo e mediana para valores de AUC.

6.1.1 Teste SMOTE para a base de solavancos sismicos

O teste SMOTE foi realizado treinando vinte classificadores para cada conjunto de
parametros de configuracdo. Como temos cem conjuntos diferentes de parametros de
configuragdo, dois mil classificadores ao todo foram treinados. O primeiro teste ¢ dividido
em quatro experimentos, o treinamento dos dez mil classificadores com o conjunto bruto, o

treinamento para 0 SMOTE comum, o treinamento para o SMOTE com padrdes tipicos € o
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treinamento para o0 SMOTE com padrdes atipicos. Para a exibi¢do dos dados, foi adotado
um arredondamento de trés casas decimais. Em tais condi¢gdes, foram obtidos os seguintes
dados:

Tabela 7 - Resultados do teste SMOTE para a base de solavancos sismicos

Experimento Média AUC Maximo Minimo
Conjunto Bruto 0,549 0,719 0,344
SMOTE 0,522 0,692 0,364
SMOTE Tipicos 0,560 0,719 0,344
SMOTE Atipicos 0,559 0,719 0,344

E interessante reparar que devido a ndo otimizagdo de pardmetros do SMOTE, a
média de desempenho dos classificadores foi maior no conjunto bruto do que com o
SMOTE comum. As aplicagdes do SMOTE com sele¢des de padroes, tipicos e atipicos,
tiveram uma medida de AUC média maior do que o SMOTE com a abordagem cléssica de
selecdo aleatoria. Para ilustrar os resultados, foram gerados histogramas dos valores obtidos
pelos experimentos. O eixo x apresenta a média de AUC dos classificadores e o eixo y
apresenta a frequéncia, ou o nimero de classificadores, com as respectivas médias. Abaixo

estdo os histogramas dos conjuntos de treinamento do primeiro teste:

Aplicacdao do SMOTE em padrodoes aleatdrios
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Figura 6 - Histograma do conjunto de treinamento com SMOTE para o primeiro teste para a base
de solavancos sismicos.
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Aplicacao do SMOTE em padroes tipicos.
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Figura 7 - Histograma do conjunto de treinamento com SMOTE em padrées tipicos para o
primeiro teste para a base de solavancos sismicos.

Aplicacao do SMOTE em padroes atipicos.
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Figura 8 - Histograma do conjunto de treinamento com SMOTE em padroes atipicos para o
primeiro teste para a base de solavancos sismicos.
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6.1.2 Teste de SMOTE e RUM para a base de solavancos
sismicos

O teste com SMOTE e RUM, foi realizado com o mesmo nimero de classificadores ¢
conjuntos de parametros de configuragdo do primeiro teste. A diferenca é que agora os
conjuntos de dados passaram também pelo método RUM de undersampling. Em tais

condig¢des, foram obtidos os seguintes dados:

Tabela 8 - Resultados do teste SMOTE e RUM para a base de solavancos sismicos.

Experimento Média AUC Maximo Minimo
Conjunto Bruto 0,549 0,711 0,391
SMOTE RUM 0,565 0,713 0,378
SMOTE RUM Tipicos 0,578 0,739 0,390
SMOTE RUM Atipicos 0,576 0,759 0,368

Desta vez, mesmo nao utilizando parametros de configuracio otimizados, a técnica
SMOTE RUM com abordagem classica teve uma medida de AUC superior ao treinamento
com conjunto bruto. Embora tenham resultados muito parecidos, as selecdes de padroes,
tipicos e atipicos, se sairam melhor do que o SMOTE com a abordagem classica de sele¢ao
aleatoria. Assim como o teste passado, as aplicagdes do SMOTE RUM com selegdes de
padrdes, tipicos e atipicos, tiveram uma medida de AUC média maior do que o SMOTE
com a abordagem cléssica de selecdo aleatoria. Abaixo estdo os histogramas dos conjuntos

de treinamento do primeiro teste:
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Aplicacao do SMOTE em padroes aleatéorios e RUM
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Figura 9 - Histograma do conjunto de treinamento com SMOTE e RUM para o segundo teste para
a base de solavancos sismicos.

Aplicacao do SMOTE em padroes tipicos e RUM
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Figura 10- Histograma do conjunto de treinamento com SMOTE e RUM em padrdes tipicos para o
segundo teste para a base de solavancos sismicos.
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Aplicacadao do SMOTE em padrdes atipicos e RUM
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Figura 11 - Histograma do conjunto de treinamento com SMOTE e RUM em padrdes atipicos para
o segundo teste para a base de solavancos sismicos.

Apesar das visualizacdes, ¢ necessario testar as hipdteses introduzidas na se¢do 4.2. Os
testes de hipoteses serdo mostrados na proxima se¢ao.

6.2 Validacao dos Testes da Base de Solavancos
Sismicos

Para validar as hipdteses, ¢ necessario fazer uma comparacdo de duas amostras pareadas,
pois aplicamos técnicas diferentes de resampling (SMOTE aleatério, SMOTE com sele¢ao
de padroes tipicos e SMOTE com selecao de padrdes atipicos) no mesmo conjunto original.
Os testes devem ser feitos aos pares, comparando cada SMOTE de selecdo por tipicidade
com o SMOTE aleatorio. O primeiro teste considerado foi o teste t, porém para tal teste,

teriamos que ter amostras provenientes de uma populacao normal.

Para verificar se os dados provém de uma distribuicdo normal, o teste de Shapiro-
Wilk (Shapiro & Wilk, 1965) foi utilizado. Este ¢ um teste de normalidade que utiliza a
hipdtese nula para verificar se uma amostra provém de uma populacdo normal. Através
deste teste, € possivel escolher um teste vidvel para os testes de hipotese. Os resultados para
o primeiro teste (SMOTE) estdo na tabela abaixo:
54
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Tabela 9 - Teste de Shapiro-Wilk para o SMOTE para a base de solavancos sismicos

Conjunto P-Value
Bruto 0
SMOTE 0
SMOTE Tipicos 0
SMOTE Atipicos 0

Em todos os conjuntos, deve-se rejeitar a hipotese nula, ou seja, rejeita-se a hipdtese
de que os dados provém de uma populacdo normal. A tabela a seguir mostra os resultados
para o segundo teste (SMOTE RUM):

Tabela 10 - Teste de Shapiro-Wilk para o SMOTE e RUM para a base de solavancos sismicos

Conjunto P-Value
SMOTE RUM 0
SMOTE RUM Tipicos 0
SMOTE RUM Atipicos 0

Da mesma forma que os conjuntos do primeiro teste, deve-se rejeitar a hipdtese

nula, ou seja, rejeita-se a hipotese de que os dados provém de uma populacdao normal.

A solucao encontrada foi utilizar um teste ndo paramétrico para comparacdo de
médias. O teste escolhido foi o teste de Wilcoxon para experimentos ndo pareados,
(Wilcoxon, 1945). Através de uma variacao deste teste, foi possivel reescrever as hipoteses
introduzidas na se¢do 4.2 e testar a superioridade ou inferioridade das médias sem fazer
comparagdes das mesmas. Considerando p, a média de AUC do SMOTE, u; a média de
AUC do SMOTE em padrdes tipicos e u, média de AUC do SMOTE em padrdes atipicos, a
seguir sdo apresentadas as hipoteses e os resultados da aplicacao do teste de Wilcoxon para
as respectivas médias:

C, {H 0:p0 2 114
H1:py > po

A hipotese acima diz respeito as médias do SMOTE e do SMOTE em padroes
tipicos, caso a hipotese nula seja rejeitada, ha indicios que o SMOTE em padrdes tipicos
tem média de AUC maior que SMOTE em padroes aleatorios.

C {HO:HOZ H2
2 HL: pp > po
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A hipotese acima diz respeito as médias do SMOTE e do SMOTE em padrdes
atipicos, caso a hipotese nula seja rejeitada, ha indicios que o SMOTE em padrdes atipicos
tem média de AUC maior que SMOTE em padrdes aleatérios. A tabela abaixo mostra os

resultados do teste de Wilcoxon nas hipdteses formuladas:

Tabela 11 - Resultados do teste de Wilcoxon para o primeiro teste para a base de solavancos

sismicos.
Conjunto de Hipdteses P-Value
Cy 0
C, 0

Para o segundo teste (com a utilizacgdo RUM), temos as hipdteses parecidas, as
diferengas sdo as médias, pois agora temos que u; ¢ a média de AUC do SMOTE e
RUM, u, ¢ amédia de AUC do SMOTE em padrdes tipicos e RUM e us ¢ a média de AUC
do SMOTE em padrdes atipicos. Para tais, temos os seguintes conjuntos de hipoteses:

c, {HO:,u3 > Uy
Hl:py > p3

A hipdtese acima diz respeito as médias do SMOTE e RUM e do SMOTE em
padrdes tipicos e RUM. Caso a hipdtese nula seja rejeitada, hé indicios que o SMOTE em
padrdes tipicos e RUM tém média de AUC maior que SMOTE e RUM.

C, {H 0:p3 = Us

H1:ps > s
A hipdtese acima diz respeito as médias do SMOTE e RUM e do SMOTE em
padrdes atipicos e RUM. Caso a hipdtese nula seja rejeitada, ha indicios que o SMOTE em
padroes atipicos ¢ RUM tém média de AUC maior que SMOTE em padrdes aleatorios e

RUM. A tabela abaixo mostra os resultados do teste de Wilcoxon nas hipoteses formuladas:

Tabela 12 - Resultados do teste de Wilcoxon para o segundo teste para a base de solavancos

sismicos.
Conjunto de Hipoteses P-Value
Cs 0
Cy 0
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6.3 Apresentacao dos Resultados para a Base de
Cancer de Mama

A seguir os resultados dos testes de SMOTE e SMOTE combinado com RUM para a base
de cancer de mama sdo apresentados. Para a exibicdo dos resultados, foi adotado um
arredondamento de quatro casas decimais, pelo motivo das variagdes serem mais singelas.
Do restante, as apresentagcdes sdo feitas da mesma maneira que a dos testes da base de

solavancos sismicos.

6.3.1 Teste SMOTE para a base de cancer de mama

O mesmo numero de classificadores e conjuntos de parametros de configuragao dos testes

da primeira base foi utilizado. Em tais condi¢des, foram obtidos os seguintes dados:

Tabela 13 - Resultados do teste SMOTE para a base de solavancos sismicos

Experimento M¢édia AUC Maximo Minimo
Conjunto Bruto 0,9848 0,9890 0,9702
SMOTE 0,9841 0,9909 0,9640
SMOTE Tipicos 0,9844 0,9898 0,9727
SMOTE Atipicos 0,9844 0,9898 09727

Da mesma forma que a primeira base de dados, a média de desempenho dos
classificadores foi maior no conjunto bruto do que com o SMOTE comum. As aplicagdes
do SMOTE com selegdes de padrdes, tipicos e atipicos, tiveram uma medida de AUC média
maior do que o SMOTE com a abordagem cléssica de selecdo aleatéria. A selecdo de
padrdes tipicos e atipicos obtiveram os mesmos resultados. Abaixo estdo os histogramas dos

conjuntos de treinamento do primeiro teste:
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Aplicacao do SMOTE em padrdoes aleatdrios
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Figura 12 - Histograma do conjunto de treinamento com SMOTE para o primeiro teste para a base
de cincer de mama.

Aplicacadao do SMOTE em padroes tipicos.
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Figura 13 - Histograma do conjunto de treinamento com SMOTE em padrdes tipicos para o
primeiro teste para a base de cincer de mama
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Aplicacdao do SMOTE em padrdes atipicos.
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Figura 14 - Histograma do conjunto de treinamento com SMOTE em padrées atipicos para o
primeiro teste para a base de cincer de mama.

Pelos histogramas apresentados, ¢ possivel também perceber a falta de padrao
em relagao a distribuicao dos dados.

6.3.2 Teste de SMOTE e RUM para a base cancer de mama

O mesmo numero de classificadores e conjuntos de pardmetros de configuragdo dos testes

da primeira base foi utilizado. Em tais condi¢des, foram obtidos os seguintes dados:

Tabela 14 - Resultados do teste SMOTE e RUM para a base de cincer de mama.

Experimento Média AUC Maximo Minimo
Conjunto Bruto 0,9848 0,9890 0,9702
SMOTE RUM 0,9845 0,9931 0,9544
SMOTE RUM Tipicos 0,9855 0,9934 0,9608
SMOTE RUM Atipicos 0,9855 0,9929 0,9409

Embora tenham resultados muito parecidos, as selegdes de padrdes, tipicos e
atipicos, se sairam melhor do que o SMOTE com a abordagem classica de selegdo aleatoria.
Abaixo estdo os histogramas dos conjuntos de treinamento do primeiro teste para a base de

cancer de mama:
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Aplicacao do SMOTE em padrdoes aleatdrios e RUM
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Figura 15 - Histograma do conjunto de treinamento com SMOTE e RUM para o segundo teste para
a base de cancer de mama.

Aplicacdao do SMOTE em padroes tipicos e RUM

150 200 250
| | |
|

Frequéncia

50
|

[ T T T T T T 1
0.960 0.965 0.970 0.975 0.980 0.985 0.990 0.995

Média de AUC

Figura 16 - Histograma do conjunto de treinamento com SMOTE e RUM em padrdes tipicos para o
segundo teste para a base de cincer de mama.

60



61

Aplicacao do SMOTE em padrodes atipicos e RUM

Frequéncia
100 200 250
| | |

50
|

I T T T T 1
0.94 0.95 0.96 0.97 0.98 0.99

Média de AUC

Figura 17 - Histograma do conjunto de treinamento com SMOTE e RUM em padroes atipicos para
o segundo teste para a base de cincer de mama.

Apesar das visualizagdes, € necessario também testar as hipoteses introduzidas
na se¢do 4.2 para a base de cancer de mama. Os testes de hipdteses serdo mostrados na
proxima segao.

6.4 Validacao dos Testes Para a Base de Cancer
de Mama

Da mesma maneira que a base de solavancos sismicos, para verificar se os dados provém de
uma distribui¢do normal, o teste de Shapiro-Wilk (Shapiro & Wilk, 1965) foi utilizado. Os

resultados para o primeiro teste (SMOTE) estdo na tabela abaixo:
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Tabela 15 - Teste de Shapiro-Wilk para o SMOTE para a base de cincer de mama.

Conjunto P-Value
Bruto 0
SMOTE 0
SMOTE Tipicos 0
SMOTE Atipicos 0

Em todos os conjuntos, deve-se rejeitar a hipotese nula, ou seja, rejeita-se a hipotese
de que os dados provém de uma populacdo normal. A tabela a seguir mostra os resultados
para o segundo teste (SMOTE RUM):

Tabela 16 - Teste de Shapiro-Wilk para o SMOTE e RUM para a base de cincer de mama.

Conjunto P-Value
SMOTE RUM 0
SMOTE RUM Tipicos 0
SMOTE RUM Atipicos 0

Da mesma forma que os conjuntos do primeiro teste, deve-se rejeitar a hipdtese

nula, ou seja, rejeita-se a hipotese de que os dados provém de uma populacao normal.

Da mesma maneira que para a base de solavancos sismicos, o teste de Wilcoxon
para experimentos nao pareados, (Wilcoxon, 1945) foi adotado. Considerando agora, para a
base de cancer de mama, u, a média de AUC do SMOTE, u; a média de AUC do SMOTE
em padroes tipicos e u, média de AUC do SMOTE em padrdes atipicos, a seguir sdao
apresentadas as hipdteses e os resultados da aplicacdo do teste de Wilcoxon para as
respectivas médias:
C {H 0:p0 2 1y
YUHL g > po
A hipotese acima diz respeito as médias do SMOTE e do SMOTE em padrdes
tipicos. Caso a hipotese nula rejeitada, hd indicios que o0 SMOTE em padrdes tipicos tem
média de AUC maior que SMOTE em padrdes aleatorios.
C {H 0: 00 = Uy
2
H1:pp > po
A hipotese acima diz respeito as médias do SMOTE e do SMOTE em padrdes

atipicos. Caso a hipotese nula seja rejeitada, ha indicios que o SMOTE em padrdes atipicos
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tem média de AUC maior que SMOTE em padrdes aleatorios. A tabela abaixo mostra os

resultados do teste de Wilcoxon nas hipoteses formuladas para a base de cancer de mama:

Tabela 17 - Resultados do teste de Wilcoxon para o primeiro teste para a base de cincer de mama.

Conjunto de Hipdteses P-Value
Cy 0
C, 0

Da mesma maneira que para a base de solavancos sismicos, gora temos que U3 ¢ a
média de AUC do SMOTE e RUM, p, ¢ a média de AUC do SMOTE em padrdes tipicos e
RUM e ps ¢ a média de AUC do SMOTE em padrdes atipicos. Para tais, temos as
hipoteses:
Cs {11:11 23#3 =y
‘Ug > U3
A hipdtese acima diz respeito as médias do SMOTE e RUM e do SMOTE em
padrdes tipicos e RUM, caso a hipotese nula seja rejeitada, hé indicios que o SMOTE em
padrdes tipicos e RUM tém média de AUC maior que SMOTE e RUM.
C, {H 0:p3 = ps
H1:ps > p3
A hipdtese acima diz respeito as médias do SMOTE e RUM e do SMOTE em
padrdes atipicos e RUM, caso a hipotese nula seja rejeitada, ha indicios que o SMOTE em
padrdes atipicos ¢ RUM tém média de AUC maior que SMOTE em padrdes aleatorios e
RUM. A tabela abaixo mostra os resultados do teste de Wilcoxon nas hipoteses formuladas:

Tabela 18 - Resultados do teste de Wilcoxon para o segundo teste para a base de solavancos
sismicos.

Conjunto de Hipoteses P-Value
Cs 0
Cy 0
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7 Conclusoes e Trabalhos
Futuros

Este capitulo apresenta as conclusoes do trabalho. A Segio 7.1 apresenta as
conclusoes tiradas a partir dos experimentos realizados. A Secio 7.2
apresenta algumas sugestoes de trabalhos futuros.

7.1 Conclusoes

O objetivo geral foi cumprido e corroborado pelos testes de hipotese da Secdo 6.2. Em

relacdo aos objetivos especificos:

e A selegdo por tipicidade se mostrou uma maneira mais eficiente do que a

aleatoria de selecdo de padrdes para o método SMOTE;
e Astécnicas de resampling aplicadas e geraram resultados diferenciados;

e O framework foi desenvolvido com sucesso e, aliado a uma aplicagdo,

permitiu realizar os testes de maneira eficiente e distribuida;

e A proposta se mostrou interessante para as duas bases estudadas, com

diferentes graus de desbalanceamento e de dificuldade de classificacao;

e Através de testes de normalidade e ndo paramétricos, as hipoteses foram

analisadas.

De acordo com os testes, existe um grande indicio a favor da sele¢do de padrdes
pela tipicidade em relacdo a selecdo de padrdes aleatérios. Tanto na sele¢do de padrodes
tipicos, quanto na selecdao de padrdes atipicos, os modelos conseguiram classificar padrdes
com melhores desempenhos. Portanto, sugere-se o uso deste tipo de abordagem em relacao

a abordagem aleatoria.

A implementagdo desta abordagem ndo requer muitas alteragdes no experimento e
nao ¢ complexa, demandando pouco tempo para implementagdo, além de ser independente
de qual classificador estd sendo usado no experimento. Além disso, ¢ o framework
desenvolvido possibilita a criagdio de novas abordagens para sele¢do de padrdes. Os

resultados obtidos neste trabalho serdo publicados.
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Este trabalho também sugere que todos os experimentos de classificacdo de padrdes

que atuam em ambientes desbalanceados, devem ser realizados com uma certa preocupagao

em relagdo a métrica de validagdo para o sistema. Métodos comuns e sensiveis a

distribuicao dos dados podem gerar resultados ilusérios e comprometer o experimento. Este

trabalho sugere a utilizacao de curvas ROC, devido a sua insensibilidade a distribuicao dos

dados.

7.2 Trabalhos Futuros

Sugestoes de trabalhos futuros:

66

Implementar outras maneiras de selecionar padrdoes e verificar seu
desempenho em relagdo a abordagem proposta neste trabalho e a abordagem

aleatoéria;

Verificar a selecdo de padrdes para métodos de undersampling;
Verificar a selecao de padrdes para métodos hibridos;

Aplicar o método em outras bases de dados;

Verificar a selecdo de padroes em outros meios de operacdo, além da

classificagao de padrdes.
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