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Abstract— Load forecasting is a very important task in the
planning and operation of power systems. However it is not trivial
work. The electric market is structurally different from other
commodities and erroneous analyzes can cause serious financial
risks. In this article, we propose the analysis of the machine
learning techniques XGBoost and Random Forest, on two
prediction strategies. To evaluate them, an algorithm that selects
the component that best obtains the results within a set of random
configurations has been proposed. The results were very relevant,
of which it obtained a high performance.
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I INTRODUCAO

gestdo e manutencdo da demanda de energia elétrica em

empresas de distribuicdo de energia sdo tarefas muito

importantes. Esta rea tem gerado competi¢do no mercado
entre as empresas que comercializam a energia elétrica,
tornando-as intoleraveis a altos erros de estimacdo da carga
real.

Previsfes de carga sdo essenciais para todo o planejamento e
operagOes elétricas. Alto grau de precisdo possibilita
otimizacdo de producdo, reducdo de custos, melhoras na
coordenacdo hidrotérmica e na programacao de transferéncias
de energia entre concessionarias ou companhias elétricas [1].

A realizagcdo delas € indispensavel, pois a partir dessas
previsbes se estabelecem quando e quanto da capacidade de
geracdo e transmissdo deve se utilizar no atendimento da
demanda prevista sem interrupcéo no fornecimento [2].

Existe uma grande preocupagdo em garantir o atendimento
das reais deficiéncias da demanda, j& que a energia é um
patrimdnio vital no desenvolvimento econdémico de uma pais.
Tornando o planejamento indispensavel, pois ele maximiza a
reducdo de perdas e riscos em sistemas elétricos, bem como a
seguranca da energia gerada[3][4].

De acordo com o horizonte de previsao, esse problema pode
ser agrupado em 4 classes:

e Long-term: Previsdes de longo prazo condensam na
andlise e planejamento da lucratividade de
investimentos. Geralmente 0s prazos sao mensurados
meses, trimestres ou anos [5].

e Mid-term: Previsfes de médio prazo sdo optadas no
gerenciamento de riscos, previsdo de preco da
eletricidade e célculos de balango. Usualmente séo
estimadas previsfes de alguns dias ou meses a frente
[6].

e Short-term: Previsdo de curto prazo sdo de principal
importancia nas operacg@es diarias. Em geral envolve
algumas horas ou dias a frente [7].
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e Very Short-term: Previsfes de curtissimo prazo sdo
importantes para 0 gerenciamento do sistema de
energia ou no comércio, nas seguintes 48 as 72 horas.
Normalmente consistem em minutos ou horas a frente.

Neste artigo, o foco principal foi a previsdo de carga em curto
prazo (short-term), visto que o foco é a previsdo de um Gnico
més a frente para cada andlise. Modelos precisos desta classe
de problema tém grande impacto no planejamento e operacdo
de sistemas de poténcia. Contudo ndo é uma tarefa trivial. O
mercado elétrico é estruturalmente diferente de outras
commodities, o balango dindmico em tempo real das redes
elétricas envolve muitos fatores externos. Andlises errbneas
podem causar sérios riscos financeiros e/ou perda de
confiabilidade na empresa [8].

Existem diversas técnicas estudadas e desenvolvidas na
literatura que visam melhorar e aprimorar a previsao de carga
elétrica. Estas técnicas podem ser divididas em duas
categorias, 0s modelos estatisticos e o0s baseados em
aprendizado de maquina [9] [10].

Em sintese os modelos estatisticos sdo utilizados
principalmente para descrever e compreender informag6es
importantes sobre a séries temporais. Das quais, podem se
destacar  padrdes  sobre  tendéncias, periodicidade,
sazonalidades e/ou irregularidades. Em exemplo podem-se
destacar: Exponential Smoothing[11], Autoregressive Moving
Average (ARMA)[12], Autoregressive Integrated Moving
Average (ARIMA) [13] entre outros.

Atualmente os modelos estatisticos em geral sdo utilizados
em combinacéo de algoritmos de aprendizado de maquina. Pois
estes modelos possuem a desvantagem de realizar analises
somente lineares. Em razdo disto ndo conseguem prever as
séries de carga ndo lineares sozinhos.

Por esta razdo, os algoritmos inteligentes séo utilizados.
Estes conseguem modelar cenéarios de ndo linearidade e
linearidade, de modo a realizar modelos mais generalizados, e
assim, conseguirem um maior desempenho em precisdo. Na
literatura pode-se destacar os seguintes algoritmos: Artificial
Neural Network (ANN)[14], Support Vector Machine (SVM)
[15], Decision Trees (DT)[16][17] entre outros.

O foco principal deste artigo é a analise sobre as técnicas de
aprendizado de maquina, especificamente nos modelos
baseados em ensemble de arvores. Na literatura mais recente,
modelos de ensemble tém sido um dos principais métodos
utilizados no aumento da qualidade dos resultados em previsdo.
Alguns trabalhos que utilizaram desta metodologia sdo: [18]
por intermédio do Extreme Learning Machine(ELM) combinou
0s modelos Partial Least-Squares Regression e Hybrid Neural
Networks, [19] combinou os modelos Least-Square Support
Vector Machine (LSSVM) e o Particle Swarm Optimisation



(PSO), [10] que utilizou ensemble de redes neurais em conjunto
com o uso de algoritmo genético, [20] e [21] apresentou a
efetividade do uso do Random Forest para previsao de carga.

Fundamentado nisso, esse artigo objetivou analisar a
eficiéncia dos modelos de ensemble Random Forest e XGBoost
sobre duas estratégias de previsdo de carga média. Para isso é
proposto um algoritmo que recebe 100 parametrizagdes
aleatorias de ambos modelos, das quais o algoritmo realiza a
selegdo da parametrizagdo que obteve o melhor resultado
aplicado em uma componente preditiva e ajusta de maneira
inteligente informagoes de feriado e pos-feriado que os modelos
XGBoost e Random Forest ndo conseguem prever. Os dados
historicos utilizados para prever a média diaria gerada por estas
técnicas sdo informacdes reais de carga elétrica medidas no
sudeste do Brasil por uma grande metrépole. Com esses dados
foram separados 4 meses para previsao: Jun/2000, Ago/2000,
Nov/2000 e Jan/200. Dos quais os resultados apresentados
neste trabalho conseguiram superar de forma relevantes os
resultados obtidos por [22]. Com a estratégia 1-step houve
reducdo de em média 0.8% para 0 XGBoost e 0.67% para 0
Random Forest. E para a estratégia N-steps verificou-se
reducdo de em média 5.14% para 0 XGBoost e 4.45% para 0
Random Forest utilizando-se a mesma base de dados e similar
analise que [22].

Este trabalho encontra organizado da seguinte forma: na
secdo | foi apresentada a introdugéo do trabalho. Na se¢do 11 é
realizado uma breve descrigdo tedrica dos modelos de previsao
utilizadas neste artigo. A elaboracéo do algoritmo proposto e
descrita na secdo Ill. Analises sobre os dados utilizados
encontram se na se¢éo V. E as se¢bes V e VI fecham o trabalho
trazendo respectivamente os resultados e conclusdes obtidas
neste artigo.

.  FUNDAMENTACAO TEORICA

Essa secdo tem o intuito de apresentar 0s pressupostos
tedricos que serviram de base para o desenvolvimento e
execucao da pesquisa.

A. Extreme Gradient Boost

O Extreme Gradiente Boosting, mais comumente chamado
de Xgboost, é uma implementagdo muito eficiente e extensiva
do framework Gradient Boosting (GB) implementado por
Friedman em 1999. Esta técnica se baseia no método de
ensemble Boosting, que geralmente é utilizado para melhorar a
precisdo de modelos de aprendizado “fracos”, tornando-0s mais
robustos e generalizados [23].

Logo apds a percepcdo de que inserir aleatoriedade dentro de
fungdes de estimacdo poderiam aumentar o desempenho e a
qualidade de um modelo de aprendizado. Friedman realizou
uma pequena modificagéo no algoritmo GB, agregando-a como
parte essencial do procedimento.

Dessa forma o algoritmo passou a selecionar em cada
iteracdo uma amostra de dados de treinamento para ajuste do
modelo e célculo da atualizacdo deste na proxima repeticao, de
maneira aleat6ria e sem reposicao.

Assim como o boosting, esse algoritmo foi capaz de gerar
modelos mais genéricos e precisos utilizando um conjunto de
previsores “fracos” e “fortes”, produzidos a cada iteragdo, de
modo a atingir uma estimativa mais precisa e robusta [24].

Atualmente o Xghoost € muito utilizado em competicdes de
inteligéncia artificial. Um dos sites mais famosos que
concedem essas competicGes é o Kaggle, no qual se trabalha
problemas em base de dados reais, de modo a testarem as
melhores técnicas de machine learning. Dentre as solucGes
vencedoras, na grande maioria, o framework se encontra
individualmente ou em combinacdo com outras técnicas,
decorrentemente ganhando um grande destaque [25].

B. Random Forest

Random Foresté um combinador de &rvores de
predicdo que utiliza da técnica de bootstrap aggregating, ou
como é usualmente conhecido por seu acrénimo bagging, para
gerar suas solucdes mais estaveis e fidedignas[26].

Este método consiste na criagdo de vérias arvores aleatorias,
que possuem entre si a mesma distribuicdo. De modo a
generalizar o erro e convergir a um certo nimero de arvores na
floresta.

Para atingir este objetivo é necessario reduzir a correlacéo
entre as arvores de decisdo gerada pelo algoritmo. Assim, o
Random Forest combinou a ideia de selecdo aleatdria de
caracteristica, apresentado por Ho em 1998, em conjunto com
a técnica de ensemble Bagging, implementado por Breiman em
1996 [27] [28].

Ocasionando uma substancial exatiddo sobre os modelos
individuais, comparando-a favoravelmente ao Adaboost, muito
mais rapido que implementacdes de Bagging ou Boosting e
relativamente robusto em outliers e ruidos [26].

I1. METODOLOGIA

Neste trabalho, propdem-se uma metodologia que visa
avaliar os modelos de aprendizado de maquina XGBoost e
Random Forest sobre duas estratégias de previsdo de carga
diferentes. Para tal fim, desenvolveu-se um algoritmo que
seleciona as componentes que obtiveram o melhor resultado em
ambos modelos em estratégias de previsao 1-step e N-steps a
frente .

C. Elaboracio da tabela de conhecimento

Inicialmente foi definido para cada dia a ser previsto um
conjunto de caracteristicas (features). Tais como: dia do més,
temperatura maxima, temperatura média, temperatura
minima, informag0es sobre feriado, se € um dia posterior a um
feriado, informacg®es sobre brilho solar e a carga média.

Essas features serdo agrupadas em uma tabela de
conhecimento, onde cada coluna desta tabela representa um
padrdo correspondente a um determinado dia. Assim como
pode ser visto em uma exemplificagdo de uma parte da tabela
de conhecimento pela Tabela I.

TABELA I: EXEMPLIFICACAO DA TABELA DE CONHECIMENTO.
Data | 31/07/2000 | 01/08/2000 | 02/08/2000

Mes 07 08 08




TMax 23.6 221 25.6
TMin 10.8 12.8 13.3
TMed 15.213 15.121 18.208
EF 0 0 0
PF 0 0 0
Brl 8.0 4.4 6.2
Carga 5294.73 5127.57 5161.63
Sendo:
e Mes: corresponde a0 nimero do més

correspondente a uma determinada data.

e TMax: corresponde a temperatura maxima em °C
obtida naquele dia.

e TMin: corresponde a temperatura minima em °C
obtida naquele dia.

e TMed: corresponde a temperatura média em °C
obtida naquele dia.

e EF: informa de maneira binaria se no dia
correspondente é um feriado ou ndo (Sim=1 e
N&ao=0).

e PF: informa de maneira binaria se no dia anterior
ao correspondente houve um feriado ou ndo (Sim=1
e Nao=0).

e Brl: informa o brilho solar captado em Wh/m?
naquele dia correspondente.

Os modelos utilizam das informac6es reais a respeito da
temperatura e do brilho, de modo, que o foco principal seja
exclusivamente a respeito do desempenho das técnicas
propostas na previsdo de carga. Visto que erros na previsdo
destas caracteristicas temporais, podem implicar fortemente na
resposta do modelo e tendenciar as analises.

D. Geracdo das configuracoes
Nesta etapa foram definidas 100 configuracGes aleatdrias
para 0 XGBoost e Random Forest. Em torno dos seguintes
pardmetros definidos pelas Tabelas Il e Ill. Dos quais foram
escolhidos através de testes.

TABELA Il : PARAMETRIZACAO XGBOOST.

n_estimator [ 10, 100, 200, 300 ]
base_score [0.2,05,0.7,1.0]
max_depth [3,6,9,12]

colsample_bytree [0.2,05,0.7,1.0]

Sendo:

n_estimator: Se refere a0 numero de arvores de
reforco no treinamento. De maneira aleatéria o
algoritmo seleciona um valor dentro do conjunto pré-
estabelecido [10, 100, 200, 300].

e base_score: Se refere ao score da previsao inicial para
todas as instancias. E selecionado um valor entre
[0.2,0.5,0.7,1.0].

e max_depth: Refere-se a profundidade maxima da
arvore para cada previsor base. O algoritmo seleciona
um valor dentro de [3, 6, 9, 12].

e colsample bytree: Refere-se a fracdo das
subamostras das colunas para construir cada arvore. A
sele¢do do valor é feita no intervalo de [ 0.2, 0.5, 0.7,
1.0].

TABELA 111: PARAMETRIZACAO RANDOM FOREST.
[ 10, 100, 200, 300 ]

n_estimators

max_depth [3,6,9,12]

min_impurity_split | [ 1e-04, 1e-05, 1e-06, 1e-07 ]

Sendo:

e n_estimators: Faz referencia ao numero de arvores
que contém na floresta de decisdo. De maneira
aleatdria o algoritmo seleciona um valor dentro do
conjunto pré-estabelecido [10, 100, 200, 300].

e max_depth: Referencia o valor maximo de
profundidade da arvore. E selecionado um valor
entre[3,6,9,121].

e min_impurity_split: E definido um limiar para a
parada precoce no crescimento da arvore. Umné ira
dividir se sua impureza estiver acima do limite, caso
contrario, € um né folha. A sele¢do do valor ¢é feita
no intervalo de [ 1e-04, 1e-05, 1e-06, 1e-07 ].

Estas configuragdes servirdo de entrada para o algoritmo,
juntamente da Tabela I. Que incrementalmente, seleciona a
parametrizacdo que melhor ajusta 0 modelo (XGBoost ou
Random Forest) acoplado a estratégia de previsdo em um
determinado intervalo de tempo. Assim como pode ser
observado na Fig. .
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Figura I. Algoritmo pror;osto.

O algoritmo se resume:

1. Entrada de dados: Primeiramente o algoritmo
proposto recebe como entrada a tabela de
conhecimento, as cem configuragbes geradas
aleatoriamente e o intervalo de tempo que sera
realizado a previsao, assim como o valor real para
validacdo. Além de que é nessa fase que €
informado ao algoritmo a estratégia de previsdo e
qual algoritmo de maquina que deve ser usado
(XGBoost ou Random Forest).

2. Treinamento: Ap6s a entrada dos dados, o
algoritmo reestrutura a tabela de conhecimento, de
modo que ela contenha informagdes apenas do dia
da semana correspondente ao dia que seré avaliado.
Por exemplo: Se o dia ser previsto & 01/08/2000, a
tabela de conhecimento se reorganizara de modo
que apenas os dias que sejam domingos estejam
contidos nela, pois dia 01/08/2000 ¢
necessariamente um domingo. E esse procedimento
continua até que o intervalo de tempo selecionado
seja todo previsto.

3. Validagéo: Apds a previsdo de um dia. O algoritmo
realiza o reajuste dos feriados e pos feriados que o
algoritmo acabou de produzir. Cada dia previsto é
recalculado pelos coeficientes definidos na Tabela
IV, caso sejam dias de feriados ou pds feriados,
posteriores a uma semana. Em seguida é utilizado
uma métrica de avaliacdo, a qual serd melhor
definida na secdo E, da previsdo do intervalo de
tempo definido e armazenado a componente que
possuiu 0 melhor desempenho.

4. Resultado: Apds todo esse processamento 0
algoritmo retorna a componente que obteve o
melhor desempenho dentro das configuracBes
definidas aleatoriamente.

TABELA IV: COEFICIENTES DE AJUSTE.

coefHoliday [0.7,0.8,09,1.0,1.07,1.1, 1.2]

coefAfterHoliday | [0.7,0.8,0.9,1.0,1.07, 1.1, 1.2]

Sendo,

e coefHoliday: E um valor escolhido
sequencialmente atribuido em conjunto com as
cem configuracdes definidas na secdo D, de modo
a recalcular o valor previsto para o feriado. O
algoritmo seleciona um valor no intervalo de [ 0.7,
0.8,0.9,1.0,1.07, 1.10, 1.2]. Dos quais foram pré-
estabelecidos a base de testes.

o coefAfterHoliday: Similarmente ao coefHoliday,
que pode ser exemplificado pela Fig. 1. De maneira
sequencial o algoritmo seleciona um valor dentro
do conjunto pré-estabelecido a base de testes [ 0.7,
0.8,0.9,1.0,1.07, 1.10, 1.2].

if Dp == holiday then
Dp = Dp " coefHoliday
if Dp == after holiday then
Dp =Dp * coefAfterHoliday

Figura 11. Exemplificag8o do ajuste realizado.

Onde na figura Il a varidvel Dp representa o valor do dia
previsto pelo algoritmo.

E. Avaliacdo e Selecao das componentes

Apbs a etapa de geracdo de componentes aleatdrias, o
algoritmo proposto realiza a avaliacdo dos modelos previstos a
fim de selecionar o mais bem ajustado. Para isso, utilizou -se a
métrica de avaliagio de desempenho Mean Absolute
Percentage Error (MAPE), dado pela equagéo (1):

100 i— %,
MAPE = —=37%, "= (1)

v

Sendo, n 0 numero de previsdes, x; o valor real e X, o valor
previsto do modelo. A partir da utilizagdo desta métrica, sera
possivel obter estimativas mais precisas e plausiveis dos
modelos XGBoost e Random Forest sobre a estratégia proposta.
E assim, o algoritmo serd capaz de expor o mais efetivo
automaticamente.

F. Estratégias de previsao

Para melhor compreender a efetividade dos algoritmos de
aprendizado de méaquina XGBoost e Random Forest. Neste
artigo, foram propostas duas estratégias de previsdo de carga
diferente. A principal diferenca entre elas esta na forma em
como é realizado a realimentacdo do algoritmo para a proxima
previsdo. Como pode ser exemplificado pela Fig. IlI.
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Figura I11. Estratégias de previsdo

e Estratégia 1 step: O algoritmo realiza a previsdo
sempre com o valor real, ou seja, ndo utiliza
informacdes sobre a previsdo que acabou de realizar
para prever o proximo dia. Por exemplo, para prever o
dia 01/08/2000 ele utiliza dos dados reais que
antecedem esse dia. Apds essa previsdo, 0 proximo
dia (02/08/2000) utiliza também dos dados reais que
antecedem essa data.

e Estratégia N steps: O algoritmo realiza previsao
utilizando informagdo que ele j& preveu, ou seja, na
segunda previséo ele utiliza a informag&o da primeira
como entrada para prever a segunda. Por exemplo,
para prever o dia 01/08/2000 ele utiliza dos dados reais
que antecedem esse dia. Para a proxima previsdo ele
utiliza do resultado que a dltima previsdo gerou e
assim consequentemente.

IV.  ANALISE DOS DADOS

O conjunto de dados utilizados nesse artigo sédo informacdes
reais de carga elétrica medidas no sudeste do Brasil. O historico
fornecido contém informagdes horarias do consumo elétrico em
kWh que compreende entre 01/04/2000 a 30/04/2001. Contudo
a analise sera realizada sobre a série de carga média diaria deste
periodo de tempo, assim como pode ser visto pela Fig. V.

O foco principal ¢ verificar a eficiéncia e desempenho dos
modelos definidos na se¢do anterior. Dando importancia em
realizar uma analise sobre os dados que serdo previstos de
antemao. As analises serdo realizadas sobre 4 meses diferentes:
Junho/2000, Agosto/2000, Novembro/2000 e Janeiro/2001. Na
Tabela V € apresentado a estatistica descritiva sobre a média
didria dos meses que objetiva prever.

TABELA V: ANALISE DESCRITIVA SOBRE A MEDIA DIARIA DOS
MESES A SEREM PREVISTOS.

Més Min Max Media M, cv
(%)
Jun/2000 | 3620.07 | 5170.89 | 4730.28 | 5036.42 | 11.61
Ago/2000 | 3691.75 | 5218.49 | 4861.84 | 5128.06 | 10.90
Nov/2000 | 3726.47 | 5427.69 | 4857.32 | 5175.31 | 12.34
Jan/2001 | 3043.43 | 5401.11 | 4719.25 | 4990.28 | 13.28

A partir da andlise descritiva realizada, percebe que 0s meses
selecionados para a previsdo sdo semelhantes entre si. Ou seja,

sdo bem parecidos em questdes de pontos de minimos, maximo,
média e os demais apresentados na tabela. Na Fig. V é
apresentado o boxplot de cada més selecionado para que seja
realizado uma analise visual dos dados.

E notério que a partir dos boxplots apresentados pode-se
observar que os meses sdo bem diferentes entre si. O més de
Agosto/2000 possui alguns outliers. Todos apresentam
assimetria negativa e Janeiro possui uma cauda negativa bem
expressiva.
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Assim como as informacfes de carga, dados sobre a

temperatura e a incidéncia solar sdo informacBes reais Da mesma forma que a temperatura, esse atributo sera
armazenados para cada dia. Na Fig. VI pode ser visto os utilizado no modelo preditivo, de modo a identificar os padrées
informes sobre a temperatura maxima, minima e média real do  que podem auxiliar na previsao de carga.

histérico do sudeste do brasil. As informag0es sobre feriado nacionais sdo importantissimas
nesta analise também. Pois como pode-se observar na Fig. VIII
os dados horarios de um mesmo dia da semana no mesmo més
€ ano possuem praticamente o mesmo padréo de consumo.
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Figura VI. Histérico de temperatura média, minima e maxima
compreendidos entre 01/04/2000 a 30/04/2001.

Hour

Estes dados serdo usados como caracteristicas para cada dia,
de modo que elas possam ajudar o algoritmo na tarefa de Figura VII1. Consumo horério para as duas primeiras segunda-feiras do
previsdo. A partir da Fig. VI pode-se descobrir informacfes  més de agosto de 2000.
sobre tendéncias e sazonalidades que a temperatura pode
possuir ao longo do tempo. Porém, isso ndo acontece quando naquele determinado dia
Outra informacdo que serd utilizada por esse artigo € ocorre um feriado. A partir da Fig. X, pode-se comprovar essa
referente a incidéncia solar. Na Fig. VII pode ser observado o analise.
esse histdrico para cada dia.
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Percebe que diferentemente da Fig. VIII as série horarias da
Fig. IX sdo diferentes. Isso acontece porque no dia 01/01/2001
ocorre o feriado da Confraternizacdo Universal, enquanto que
no dia 08/01/2001 é um dia normal.

V. RESULTADOS

Como descrito anteriormente o principal objetivo foi prever
a carga média diaria gerada pelas técnicas Random Forest e
XGBoost sobre duas estratégias de previsdo de carga média. Os
dados histéricos utilizados para ajustar e testar os modelos sdo
formados por informac6es reais de carga elétrica medida no
sudeste do Brasil em uma grande metrépole, no periodo de
01/04/2000 a 30/04/2001. Assim como as informacdes de
temperatura e brilho solar.

Para avaliacdo das técnicas utilizadas foi selecionado quatro
meses:  Junho/2000, Agosto/2000, Novembro/2000 e
Janeiro/2001. Para cada um destes periodos, o algoritmo
treinado com o historico das datas que antecedem o dia ser
previsto e assim sucessivamente. Completado o més previsto, é
seleciono a configuragéo que melhor ajusta 0 modelo dentro das
100 componentes criadas aleatoriamente e produz o resultado a
partir desta. Para melhor entender esse processo, as se¢des G e
H mostram a eficiéncia dos modelos XGBoost e Random Forest
respectivamente, sobre a analise da estratégia 1 step e N steps a
frente.

G. XGBoost
Apos a execugdo do algoritmo proposto na metodologia.
Selecionou-se para cada intervalo de tempo as configurac6es

que melhor se ajustaram e obtiveram um melhor resultado.
Como pode ser visto pela Tabela VI e VII.

TABELA VI: ESTRATEGIA 1-STEP XGBOOST.

Més 06/2000 | 08/2000 | 11/2000 | 01/2001
n_estimator 200 100 200 100
base_score 0.2 0.7 0.2 0.2
max_depth 3 3 3 6
colsample_bytree 0.7 0.2 1.0 0.7
TABELA VII: ESTRATEGIA N-STEPS XGBOOST.
Més 06/2000 | 08/2000 | 11/2000 | 01/2001
n_estimator 100 100 300 100
base_score 0.2 0.2 0.2 0.2
max_depth 3 6 3 6
colsample_bytree 1.0 0.2 1.0 0.7

Percebe-se nas Tabelas VI e VII, que para cada estratégia de
previsdo foi selecionado uma configuracdo diferente para um
determinado intervalo de tempo. Na Tabela VIII, pode se
destacar o MAPE de cada um destes modelos para cada més.

Verifica-se que a Tabela VIII, em ambas as estratégias os
modelos obtiveram MAPE aproximado. E possivel notar
também, que para determinados meses, elas obtiveram um
melhor resultado.

TABELA VIII: COMPARATIVO 1-STEP E N-STEPS XGBOOST.

Més 06/2000 08/2000 11/2000 01/2001
1-step 1.16 1.37 1.62 4.65
n-steps 1.25 1.48 1.53 3.98

Nas Fig. X, XI, XII e XIII pode-se constatar a eficiéncia de
ambas as estratégias de previsdo comparadas ao valor real da
série de uma maneira visual. Além de que é possivel verificar
em qual dia as estratégias tiveram mais dificuldade em realizar
a previsao da carga média.
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Figura X. XGBoost 1-step e N-steps para Junho de 2000.

Pode-se verificar no grafico da Fig. X, o dia que obteve o
maior MAPE foi o dia 22/06/2000, o qual pode ser justificado
pelo feriado de Corpus Christi. No qual o algoritmo ndo
conseguiu tratar de forma eficiente. De modo geral as duas
técnicas obtiveram resultados similares.
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Figura XI. XGBoost 1-step e N-steps para Agosto de 2000. Figura XI11. XGBoost 1-step e N-steps para Janeiro de 2001.

No més de agosto de 2000, representado pela Fig. XI, ndo E por altimo o més de Janeiro de 2001, que obteve dentre 0s
ocorreu nenhum feriado. Porem os MAPEs com valor alto que  meses selecionados o MAPE de 3.98 para N-steps 4.65 para 1-
ocorrem nesta previsao, podem acontecer devido aos outliers  step. 1sso acontece devido as caracteristicas deste més. Que se

observar na secdo IV, pode se notar que esse més é considerado

queo més de Agosto apresentou, no qual pode ser visto na se¢éo
IV. E possivel observar também que no dia 12/08/2000 a mais disperso do que os demais meses selecionados.

técnica 1-step possuiu maior desempenho comparada a N-steps.
H. Random Forest

Similarmente a se¢do F, tratada sobre o XGBoost,
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Porém, obteve um 6timo resultado nos dias de feriado
representados pelo dia 02/11/2000 e 15/11/2000.




E notdrio que as parametrizagdes para cada intervalo de
tempo em ambas as estratégias sdo diferentes. Contudo pode se
observar que o pardmetro n_estimator se manteve como as
mesmos valores em ambas as abordagem. Assim como,
max_depth, porém este apenas no més de janeiro se alterou. Na
Tabela IX, pode se destacar o MAPE de cada um destes
modelos para cada més.

A partir da Tabela XI, observa-se que na grande maioria
dos meses a estratégia n-steps obteve um ajuste levemente
superior comparado a 1-step. Contudo, em média a estrageia
1-step obteve melhor desempenho. E importante ressaltar que
na maioria dos intervalos de tempo, ambas as abordagens
produziram respostas bem proximas e parcimoniosas.

TABELA XI: COMPARATIVO 1-STEP E N-STEPS RANDOM

FOREST
Més | 06/2000 | 08/2000 | 11/2000 | 01/2001
1-step 1.42 2.08 1.67 4.16
n-step 1.41 3.99 1.57 4.04

Em sequéncia nas Fig. XIV, XV, XVI e XVII é possivel
visualizar o cenario de desempenho de cada estratégia de
previsao sobre as componentes selecionadas pelo algoritmo.
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Figura X1V. Random Forest 1-step e N-steps para Junho de 2000.

E possivel notar que as técnicas 1-step e N-step produziram
respostam bem similares utilizando o modelo Random Forest.
Percebe-se também que o dia em que ocorreu 0 maior MAPE
foi o dia posterior ao feriado do dia 22/06/2000. Na Fig. X
percebe que 0 XGBoost teve maior desempenho.
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Figura XV. Random Forest 1-step e N-steps para Agosto de 2000.
No més de Agosto de 2000 € notdrio que a técnica 1-step
obteve um melhor desempenho na previsao de carga do que a

N-steps de modo geral. Inicialmente pode se observar também
que ambas possuem similaridade nas previsdes.
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Figura XVI. Random Forest 1-step e N-steps para Novembro de 2000.

Semelhantemente ao XGBoost, 0s MAPEs mais altos se
deram nos dias 16/11/2000 e 25/11/2000 para ambas as
estratégias de previsao. Obtivendo um menor erro nos feriados
do dia 02/11/2000 e 15/11/2000
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Figura XVII. Random Forest 1-step e N-steps para Janeiro de 2001.

No més de janeiro de 2001 representado pela Fig. XVII, as
estratégias de previsdo de carga obtiveram similares erros.
Igualmente ao XGBoost 0s algoritmos obtiveram um maior erro
no feriado que ocorre no dia 01/01/2001, porém no feriado
correspondente ao dia 25/01/2001 eles obtém um étimo
resultado.

I.  Comparativo com a literatura.

De modo a comprovar a eficiéncias dos modelos expostos
pelas secbes G e H. O artigo de [22] realizou uma pesquisa
similar ao proposto neste trabalho. No qual foi selecionado
quatro meses para previsdo da série de carga média diaria:
Jun/2000, Ago/2000, Nov/2000 e Jan/2001. Estes meses foram
previstos utilizando as técnicas de previsdo 1-step e N-steps
juntamente com um modelo de aprendizado de maquina
baseado em arvores de regressdo, conhecido como Decision
Forest. Na Tabela XI1 pode-se observar os resultados obtidos.

TABELA XII: RESULTADOS OBTIDOS PELO DECISION TREE

Més | 06/2000 | 08/2000 | 11/2000 | 01/2001
1-step 1.67 2.46 3.20 4.67
n-step 1.92 6.19 3.76 11.65

Analisando os resultados da Tabela XII. E possivel
comprovar a eficiéncia dos modelos XGBoost e Random
Forest, que resultaram em média foram melhores comparados
com o de [22], dos quais podem ser vistos pelas Tabelas VIII e
XII respectivamente.

VI.  CONCLUSAO

Este artigo apresentou o desempenho e as limitacfes das
estratégias de previsdo propostas sobre os algoritmos de
aprendizado de maquina baseados em ensemble. Na qual para

analise é proposto um algoritmo que seleciona a melhor
componente gerada a partir das configuracdes aleatorias
geradas para cada abordagem.

Os resultados mostram que os modelos gerados foram
habeis em relacdo a previsdo de carga, obtendo analises
consistentes as disponiveis na literatura, como pode ser
observado na se¢éo I.

E possivel inferir também que os modelos que utilizaram o
XGBoost em geral obtiveram um maior desempenho
comparado aos que utilizaram o Random Forest.

De certo modo verificou -se que os resultados obtidos pelas
estratégias de previsdo 1-step e N-steps, mesmo com falta do
histérico recente, foi capaz de estimar a carga com precisao e
seguranca. Além de que é importante salientar que o0s
resultados obtidos nesse artigo foram melhores do que os
propostos por [22] em ambos o0s algoritmos XGBoost e Random
Forest. Para ambas, na estratégia 1-step houve redugdo de em
média de 0.73% de erro e para N-steps houve reducéo de 4.79%
de erro comparado com os resultados de [22].
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